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La inteligencia artificial (IA) es un concepto amplio que comprende el estudio de la capacidad de los ordenadores

para llevar a cabo tareas que normalmente requerirían la intervención de la inteligencia humana. Mediante la
explotación de grandes volúmenes de datos sanitarios, los algoritmos de inteligencia artificial pueden identificar

patrones y predecir resultados, lo que puede ayudar a las organizaciones sanitarias y sus profesionales a tomar

mejores decisiones y alcanzarmejorar resultados. Losmétodos de aprendizaje automático, aprendizaje profundo,
redes neuronales o el procesamiento natural del lenguaje son de losmás importantes, permitiendo a los sistemas

aprender y mejorar a partir de datos sin necesidad de programación explícita. La IA se ha introducido en la

biomedicina, acelerando procesos, mejorando la precisión y eficiencia y mejorando la atención al paciente.
Mediante el uso de algoritmos de IA y aprendizaje automático, los farmacéuticos de hospital pueden analizar

un gran volumen de datos de pacientes, incluidos registros médicos, resultados de laboratorio y perfiles de

medicamentos, ayudándolos a identificar posibles interacciones entre medicamentos, evaluar su seguridad y

eficacia, así como tomar decisiones mejor informadas. La integración de la IA mejorará la calidad de la atención
farmacéutica, optimizará los procesos, promoverá la investigación, implementará la innovación abierta y

facilitará la formación. Los farmacéuticos hospitalarios que dominen la IA desempeñarán un papel crucial en

esta transformación.
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Approaching artificial intelligence to Hospital Pharmacy

a b s t r a c t

Artificial intelligence (AI) is a broad concept that includes the study of the ability of computers to perform tasks

that would normally require the intervention of human intelligence. By exploiting large volumes of healthcare
data, artificial intelligence algorithms can identify patterns and predict outcomes, which can help healthcare or-

ganizations and their professionals make better decisions and achieve better results. Machine learning, deep

learning, neural networks or natural language processing are among the most important methods, allowing
systems to learn and improve from data without the need for explicit programming. AI has been introduced in

biomedicine, accelerating processes, improving safety and efficiency, and improving patient care.

By usingAI algorithms andMachine Learning, hospital pharmacists can analyze a large volumeof patient data,

including medical records, laboratory results, and medication profiles, aiding them in identifying potential
drug-drug interactions, assessing the safety and efficacy of medicines, and making informed recommendations.

AI integration will improve the quality of pharmaceutical care, optimize processes, promote research, deploy

open innovation, and facilitate education. Hospital pharmacists who master AI will play a crucial role in this
transformation.
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Introducción a la inteligencia artificial

En los últimos años la inteligencia artificial (IA) se ha convertido en
la tecnología que mayor efecto transformador está generando
mundialmente.

Al hablar de IA, nos referimos a un amplio dominio del conocimiento
que fusiona la informática con las ciencias matemáticas y que se dedica
al estudio de la capacidad de los ordenadores para llevar a cabo tareas
que normalmente requerirían la intervención de la inteligencia humana,
tales como el aprendizaje, el razonamiento, el pensamiento crítico, la
toma de decisiones o el procesamiento del lenguaje natural1.

Si bien el término IA fue conceptualizado en el año 1956, ha sido
recientemente, con la progresión de la transformación digital, cuando
ha cobrado plena relevancia, gracias a su potencial impacto en la
sociedad.

Este progreso se ha acentuado por el crecimiento en la capacidad de
procesamiento de los ordenadores, la expansión en la accesibilidad y
disponibilidad de la información en formato digital. Además, se han
producido avances tanto científicos como tecnológicos en áreas que
engloban el aprendizaje automático y el reconocimiento por parte de
los ordenadores de diferentes elementos como texto, imágenes, voces
y sonidos.

En el mundo sanitario, la IA se ha postulado como una estrategia
tecnológica con multitud de casos de uso, desde el descubrimiento de
nuevos fármacos hasta el diagnóstico médico, pasando por el
tratamiento y seguimiento clínico de pacientes o la eficiencia operativa
y logística de procesos relacionados con medicamentos, entre otros.

Mediante la explotación de grandes volúmenes de datos sanitarios,
los algoritmos de inteligencia artificial pueden identificar patrones y
predecir resultados, lo que puede ayudar a las organizaciones sanitarias
y sus profesionales, incluidos los farmacéuticos hospitalarios, a tomar
mejores decisiones y a mejorar los resultados en todo tipo de procesos
(clínicos, gestión y administrativos) involucrados en la atención
sanitaria2.

Con el objetivo de dar a entender el concepto de Al, a continuación se
explican de forma somera diferentes tipos de IAmás importantes para el
campo de la salud.

Clases de inteligencia artificial de interés para la farmacia hospitalaria

Los sistemas de IA pueden ser clasificados según diferentes criterios,
siendo el más relevante su capacidad para aprender de forma autónoma
o si por el contrario requiere de programación para su aprendizaje.

Dentro de los sistemas de IA con capacidad de aprendizaje
automático encontramos 2 categorías con características bien
diferenciadas; aquellos basados en algoritmos de aprendizaje
automático tradicional, también conocidos como machine learning y
los algoritmos compuestos por sistemas neuronales con múltiples
capas, conocidos como aprendizaje profundo (deep learning). Ambos
se caracterizan por aprender a partir de los datos o de los ejemplos, de
formaque el resultado (llamado output) nodepende de la programación
informática de reglas preconfiguradas, sino que dichas reglas son
aprendidas por el propio sistema3.

De esta manera, podemos resumir que la IA está formada por
diferentes conjuntos de técnicas, dentro de las cuales encontramos el
aprendizaje automático, que a su vez incluye un subconjunto de
técnicas de aprendizaje profundo como se observa en la figura 1.

Aprendizaje automático

El aprendizaje automático, también conocido comomachine learning
(ML), permite a los sistemas aprender y mejorar automáticamente a
partir de un conjunto de datos, sin necesidad de ser programados de
manera explícita. Con este enfoque, los algoritmos se utilizan
principalmente para analizar los datos y encontrar patrones, tendencias

o relaciones que luego se utilizan para tomar decisiones, hacer
predicciones o clasificar datos.

Podemos encontrar diferentes tipos de sistemas de aprendizaje
automático. En la figura 2 se muestran las diferentes categorías del
aprendizaje automático.

Aprendizaje automático supervisado
Son modelos que utilizan un conjunto de datos que han sido

etiquetados y entrenados previamente con resultados conocidos. El
término supervisado hace referencia al hecho de que se le proporciona
al modelo el resultado de la variable objetivo que se tratará de predecir
tras el entrenamiento del conjunto de datos (también llamado dataset).

La esencia radica en elmapeo de un conjunto de datos donde las var-
iables de entrada (características) y los resultados (etiquetas) son
conocidos, permitiendo al ordenador aprender y generar patrones tras
un proceso de entrenamiento adecuado.

El proceso de etiquetado de una variable depende de su tipo,
pudiendo ser categórica («evento adverso» o «evento no adverso») o
continua (concentración de la hemoglobina en sangre, por ejemplo).

Esto permite que el sistema pueda realizar predicciones precisas de
una variable objetivo ante nuevos casos no vistos anteriormente.

En el campo de la farmacia hospitalaria, estos sistemas pueden ser
utilizados para predecir la eficacia o toxicidad en un paciente ante un
determinado medicamento, lo que permite la toma de decisiones a la
hora de personalizar el tratamiento ominimizar los efectos secundarios.

Los farmacéuticos de hospital pueden tener un papel fundamental
en proyectos de aprendizaje supervisado, contribuyendo a identificar
las variables de resultado que sería beneficioso predecir, determinando
qué características de entrada pueden proporcionar información
relevante para estas predicciones y encontrando conjuntos de datos
que contengan estas características, etiquetas u objetivos.

Las diferentes técnicas algorítmicas de aprendizaje automático
supervisadomás usadas en el campo de la salud se encuentran descritas
en la tabla 15.

Aprendizaje automático no supervisado
Los sistemas deML no supervisados utilizan datos de entrenamiento

para identificar patrones, tendencias o generar clasificaciones por
grupos (clusterización) de forma automática con base en las diferentes
variables no etiquetadas.

Este tipo de modelo se suele utilizar cuando se intenta comprender
la estructura y relación entre las variables de entrada y clasificarlas, no
predecirlas. Así mismo, las técnicas de aprendizaje automático más
recientes, permiten realizar descubrimientos basados en datos, que

Figura 1. Jerarquía de la inteligencia artificial. Adaptada de Pettit RW et al.2.
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pueden incluir desde efectos desconocidos de medicamentos hasta
enfermedades emergentes4.

Un ejemplo concreto del uso de este tipo de aprendizaje automático
en farmacia hospitalaria es la clasificación de pacientes por grupos
(clúster) acorde a un conjunto de variables pertinentes (genéticas y
clínicas, por ejemplo), con el objetivo de segmentar y orientar para la
elección personalizada del mejor medicamento para cada caso que se
nos presente nuevo.

Por tanto, el uso de este tipo de modelo puede facilitar, además del
descubrimiento de nuevo conocimiento clínico-farmacoterapéutico, la
toma de decisiones clínicas relacionadas con la farmacoterapia y
favorecer la medicina personalizada.

La necesidad de conocimiento experto clínico y demedicamentos en
la identificación de patrones, su evaluación y la validación de los
resultados hace que el farmacéutico de hospital sea un perfil ideal de
profesional sanitario a la hora de colaborar o incluso desarrollar
proyectos de aprendizaje automático no supervisado.

Aprendizaje automático reforzado
Son aquellos sistemas que son entrenados a partir de datos obtenidos

a través de la interacción con el entorno o mediante simulaciones.
Durante la ejecución de diferentes acciones, el modelo recibe
retroalimentación en formade recompensas o penalizaciones, facilitando
así el proceso de aprendizaje y el refinamiento continuo del sistema.

Figura 2. Categorías del aprendizaje automático. Extraída de Nelson SD4.

Tabla 1

Técnicas algorítmicas de aprendizaje automático supervisado más usadas en salud

Algoritmo Descripción Ventaja Inconveniente Uso ideal

Regresión lineal Modelo que busca establecer una relación

lineal entre las variables

Interpretación simple, aplicable a

datos continuos

Supuestos sobre la

linealidad y la

independencia

Predicción de dosis farmacológicas, ajuste

de medicamentos

Support Vector
Machine

Clasificador que busca encontrar un

hiperplano que maximiza el margen entre las

clases

Efectivo en espacios de alta

dimensionalidad

Sensible a la selección de

parámetros y outliers
Clasificación de efectos secundarios,

gestión de riesgos

Árbol de decisión Estructura de árbol que toma decisiones

basadas en reglas condicionales

Interpretación sencilla, manejo

de conjuntos complejos de datos

Propenso a sobreajuste,

poca generalización

Optimización de dosis farmacológicas,

toma de decisiones clínicas

Random Forest Conjunto de árboles de decisión que

promedia sus resultados

Buena precisión, reduce

sobreajuste

Mayor complejidad y

tiempo de entrenamiento

Selección de terapias personalizadas,

gestión de stock

Redes
Neuronales

Modelo inspirado en el cerebro, con capas de

nodos interconectados

Capacidad para capturar patrones

complejos

Mayor complejidad,

necesidad de datos

abundantes

Análisis de interacciones medicamentosas,

predicción de resultados terapéuticos

Naïve Bayes Basado en el teorema de Bayes, asume

independencia entre características

Eficiente con datos categóricos,

manejo de texto

Simplificación excesiva,

sensibilidad a datos

ruidosos

Clasificación de registros farmacéuticos,

seguimiento de tratamientos

K-Nearest
Neighbors

Clasificación basada en la proximidad a

puntos cercanos en el espacio de

características

Intuitivo, no hace supuestos

sobre los datos

Sensible a la elección de la

métrica de distancia

Detección de patrones de respuesta a

medicamentos, análisis de

farmacovigilancia
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A diferencia de los enfoques supervisados, no se precisa etiquetar
previamente los datos con resultados específicos ya que el modelo
aprende a través de la exploración y adaptación continua en función
de la retroalimentación recibida. Es decir, el modelo aprende y toma
decisiones por sí mismo durante su aprendizaje.

En el contexto de la farmacia hospitalaria, este tipo de algoritmos
pueden utilizarse para optimizar regímenes de dosificación de
medicamentos, particularmente cuando los estados clínicos de los
pacientes varían continuamente. En estos casos, las recompensas del
sistema pueden abarcar diferentes indicadores de efectividad como la
reducción de síntomas o cambios en alguna variable analítica o clínica.
A medida que el sistema acumula más información del paciente y
adapta las dosis correspondientes, adquiere la capacidad de administrar
el medicamento de manera cada vez más eficiente y personalizada,
ajustándose con precisión a las necesidades de cada paciente
individualmente.

Redes neuronales artificiales y aprendizaje profundo
Las redes neuronales artificiales (RNA), cuya inspiración proviene

del funcionamiento del sistema nervioso humano, son modelos de
aprendizaje automático formados estructuralmente por capas de
nodos interconectados entre sí, conocidos como neuronas artificiales.
Cada neurona corresponde con una unidad computacional encargada
de procesar y transformar la información y transmitir la salida
(output) a los nodos de las capas siguientes.

Estos modelos pueden dividirse en 2 categorías, acorde a la cantidad
de capas: aquellos con pocas capas, denominados «no profundos» o
«swallow», y los de más capas y mayor complejidad llamados sistemas
de «aprendizaje profundo» o «Deep Learning» (DL).

En el aprendizaje profundo, cada nivel de la red neuronal efectúa
operaciones matemáticas y transformaciones no lineales de los datos
iniciales que se les proporcionan. Conforme se progresa hacia capas
más internas de la red, estas operaciones se vuelven cada vez más
complejas y no lineales. Esto conlleva a la creación de representaciones
de la información que son progresivamente más abstractas y menos
directamente relacionadas con los datos de entrada originales.

Es por ello que en comparación con el enfoque tradicional de
aprendizaje automático, los algoritmos de DL demandan una mayor
cantidad de operaciones, incrementando significativamente la
magnitud de los datos y capacidad de computación requeridos por el
sistema6.

En comparación con los métodos de aprendizaje automático
generales, en los que se desarrollan modelos que permiten a las
máquinas aprender de los datos y tomar decisiones basadas en
patrones, el aprendizaje profundo se destaca por capturar patrones
complejos y representaciones de alta abstracción en los datos.

Entre los diversos usos del DL en la atención sanitaria, se ha
propuesto como herramienta para mejorar los diagnósticos de
enfermedades, mejorar la predicción de la eficacia de resultados
clínicos, la optimización farmacoterapéutica y la personalización de los
tratamientos en función de las características individuales de los
pacientes (genéticos o clínicos, por ejemplo). Otros potenciales usos
relacionados con la gestión clínica están relacionados con la creación
de una historia clínica inteligente, la automatización de tareas
administrativas, la mejora en la planificación y asignación de recursos
hospitalarios, o incluso la identificación de patrones de enfermedades
a nivel poblacional.

Procesamiento del lenguaje natural y grandes modelos de lenguaje

El procesamiento del lenguaje natural (PLN) es un campo de
conocimiento que fusiona la inteligencia artificial con el procesamiento
del lenguaje humano. El PLN se enfoca en desarrollar algoritmos y

modelos capaces de permitir a los ordenadores entender, interpretar y
generar lenguaje humano de manera efectiva.

Uno de los hitos recientes más notables en el ámbito del PLN es la
evolución de los grandes modelos de lenguaje (GML o LLM del inglés
Large Language Models), que son productos directos del aprendizaje
automático supervisado. Estos modelos de lenguaje, impulsados por
técnicas avanzadas de aprendizaje profundo, han demostrado la
capacidad de procesar y generar lenguaje humano con un nivel de
coherencia sorprendente. Su funcionamiento se basa en la exposición
a cantidades masivas de datos lingüísticos previamente etiquetados,
permitiéndoles aprender patrones y estructuras gramaticales de
manera autónoma.

La habilidad de los GML para interpretar preguntas complejas y
generar respuestas coherentes ha planteado nuevas oportunidades de
mejora en la automatización de tareas administrativas y clínicas, la
optimización en la redacción de informes médicos, el análisis masivo
de evidencia científica y ensayos clínicos, la mejora de la accesibilidad
y la comunicación entre médicos y pacientes, etc.7.

Inteligencia artificial en el ámbito de las ciencias de la salud

La tecnología y las ciencias de la salud siguen un camino paralelo
durante los últimos años. Los avances tecnológicos han contribuido a
modificar el concepto de salud, así como las necesidades y expectativas
para la mejora y mantenimiento de la salud están influyendo en el
desarrollo de la tecnología.

Como se ha mencionado anteriormente, la IA está formada por una
serie de algoritmos lógicos suficientemente entrenados a partir de los
cuales las máquinas son capaces de tomar decisiones para casos
concretos a partir de normas generales.

Si combinamos esta tecnología con la robótica, podemos crear
máquinas inteligentes que hagan propuestas diagnósticas o que sean
mucho más eficientes en su trabajo. Por lo tanto, la IA va a ser una
tecnología presente en nuestro trabajo cotidiano a través de máquinas
o programas informáticos, que de manera más o menos transparente
para el usuario, van a ir siendo una realidad cotidiana en los procesos
sanitarios. Los profesionales sanitarios tenemos que conocer esta
tecnología, sus ventajas y sus inconvenientes, porque va a ser una
parte integral de nuestro trabajo8.

Aunque se ha demostrado repetidamente que los sistemas de IA
tienen éxito en una amplia variedad de estudiosmédicos retrospectivos,
relativamentepocasherramientas sehantraducido a laprácticamédica9.
Los críticos señalan que los sistemas de IA pueden ser en la práctica
menos útiles que los datos de estudios retrospectivos; los sistemas
pueden ser demasiado lentos o complicados para ser utilizados en
entornos médicos reales10 o podrían surgir complicaciones imprevistas
en cuanto a la manera en que los humanos y las IA interactúan11.

Además, los conjuntos de datos retrospectivos «in silico» se
someten a un filtrado y una limpieza exhaustivos, lo que puede
hacerlos menos representativos de la medicina del mundo real. Los
ensayos controlados aleatorizados (ECA) y los estudios prospectivos
pueden cerrar esta brecha entre la teoría y la práctica, demostrando
más rigurosamente que los modelos de IA pueden tener un efecto
cuantificable y un impacto positivo cuando se implementa en
entornos de atención médica reales.

Recientemente, diferentes ECA han probado la utilidad de los
sistemas de IA en el cuidado de la salud. Además de analizar la precisión,
se han utilizadouna amplia variedad demétricas para evaluar la utilidad
de la IA, proporcionando una visión holística de su impacto en las
ciencias de la salud12,13.

Directrices recientes, SPIRIT-IA y CONSORT-IA y las próximas pautas
como STARD-AI, pueden ayudar a estandarizar las publicaciones sobre
la IA en el ámbito médico asistencial, incluidos los protocolos, guías y
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los resultados de los ensayos clínicos, por lo que es seríamás fácil para la
comunidad científica compartir hallazgos e investigar rigurosamente la
utilidad de la IA médica14,15.

Para generar confianza en los profesionales sanitarios sobre los
sistemas de inteligencia artificial se necesitan estándares más estrictos
para mejorar la transparencia de los informes, una mejor validación y
demostraciones del impacto en los resultados clínicos16.

A continuación, se explicitan algunos ejemplos concretos de la
aplicación práctica de la IA para el cuidado de la salud y en el desarrollo
de las ciencias biomédicas.

Por ejemplo, un ECA que evalúa un sistema de IA para administrar
las dosis de insulina midió la cantidad de tiempo que los pacientes
pasaron dentro del rango objetivo de glucosa17; otro estudio que
evaluó un sistema de seguimiento para la hipotensión intraoperatoria
y rastreó la duración media de episodios de hipotensión18, mientras
que un sistema que identificaba casos de hemorragia intracraneal
por revisión humana se analizó por su reducción del tiempo de
respuesta19.

Gracias al DL, la investigación de la IA médica ha florecido en
especialidades que dependen en gran medida de la interpretación de
imágenes, como radiología, patología, gastroenterología y oftalmología.

Además, son varios los sistemas de IA que han logrado mejoras con-
siderables en la precisión para tareas de radiología, interpretación de
mamografías20, evaluación de la función cardiaca21 y detección del cán-
cer de pulmón22, abordando el diagnóstico, la predicción y el
tratamiento del riesgo23.

Además, la IA ha permitido avances recientes en el área de la
bioquímica, mejorando la comprensión de la estructura y el
comportamiento de las biomoléculas24,25. El trabajo de Senior et al.
en AlphaFold representó un avance en la tarea clave del plegamiento
de proteínas, que implica predecir la estructura 3D de una proteína a
partir de su secuencia química. Las mejoras en la predicción de la
estructura de las proteínas pueden proporcionar mecanismos de
conocimiento de una variedad de fenómenos, como la relación
fármaco-proteína y sus interacciones, así como los efectos de sus
mutaciones.

La IA también ha avanzado mucho en el campo de la genómica, a
pesar de la complejidad del modelado de las interacciones genómicas
3D. Cuando se aplica a los datos sobre el ADN libre de células circulantes,
la IAhapermitido la detección, pronóstico e identificación del origendel
tumor26,27.

El aprendizaje profundo ha mejorado los esfuerzos de edición de
genes basados en CRISPR ayudando a predecir la actividad del ARN
guía e identificar anti-CRISPR familias de proteínas28,29. Se han
utilizado datos transcriptómicos y genómicos para detectar
rápidamente la resistencia a los antibióticos en diferentes patógenos.
Este avance permite a los médicos seleccionar rápidamente los
tratamientos más eficaces, reduciendo potencialmente la mortalidad
y prevenir el uso innecesario de medicamentos de amplio espectro
antibióticos30.

Por otro lado, la IA está empezando a acelerar el proceso de
descubrimiento de nuevos medicamentos al reducir la necesidad de
experimentos físicos más lentos y costosos. Tales modelos han
demostrado ser útiles para predecir propiedades físicas relevantes
como la bioactividad o toxicidad de fármacos potenciales. Un estudio
utilizó IA para identificar un fármaco que posteriormente demostró
ser eficaz para combatir bacterias resistentes a los antibióticos en
modelos experimentales31.

Finalmente, investigaciones recientes han explotado la
disponibilidad de grandes conjuntos de datos médicos para el
procesamiento del lenguaje natural. Un estudio presentó BioBERT, un
modelo entrenado en una variada tipología de textos médicos que
superaron el rendimiento de los procesos clásicos de interpretación
del lenguaje natural para responder preguntas biomédicas32. Se han
utilizado distintos modelos para mejorar el rendimiento en tareas
como aprender de la literatura biomédica acerca de qué medicamentos

pueden interactuar entre sí33 o etiquetar automáticamente los informes
radiológicos34.

Inteligencia artificial aplicada a farmacia hospitalaria

Como hemos podido constatar, la farmacia hospitalaria (FH) no vive
ajena a la transformación que acontece en el sistema sanitario. En este
proceso, la IA puede jugar un papel clave como herramienta aceleradora
de soporte en el impulso de dicho cambio.

La integración y combinación de la IA en los servicios de farmacia de
hospital tiene el potencial para mejorar y optimizar muchas de sus
prestaciones, servicios y procesos internos. Esta integración se compone
de 2 dimensiones35: una clínica y otra operativa.

• Dimensión clínica: proveer una atención farmacéutica demayor pre-
cisión con un enfoque centrado en la prevención, la minimización de
errores, en la mejora en la toma de decisiones basada en datos y en
la personalización de los tratamientos y la atención.

• Dimensión operativa: automatizar las tareas administrativas y
optimizar los procesos de gestión para enfocar el trabajo en
actividades de alto valor y centrar el proceso cognitivo del
farmacéutico, donde sus habilidades sean requeridas.

Los potenciales beneficios de la IA en la FH tratarán de identificar
patrones y/o relaciones en grandes conjuntos de datos. De esta manera
es posible extraer información valiosa y relevante e incorporar
conocimiento nuevo para así predecir resultados relacionados con las
terapias farmacológicas36, tomar decisiones en tiempo real y optimizar
la atención farmacéutica37–40. Esto verá disminuida la burocracia y
facilitará un enfoque centrado en las personas y los problemas más
complejos41.

La irrupción demétodos como el DL y las redes neuronales o campos
como los GML están provocando grandes avances que pueden ser de
utilidad para la FH. En la figura 3 se describen en 5 dominios los
beneficios más importantes de la IA para la FH.

Atención farmacéutica presencial

Gestión de la farmacoterapia
El análisis de datos de los pacientes y de aspectos clínicos puede

proporcionar recomendaciones basadas en la evidencia científica y de
esta manera, los algoritmos de IA pueden ayudar en la optimización
de la terapia farmacológica, en la identificación de alternativas
farmacológicas óptimas, en el ajuste de dosis y en la supervisión de la
efectividad de los medicamentos39.

Estas acciones principalmente permitirán disponer de más datos
para la toma de decisiones, mejorar los resultados en salud y reducir
los acontecimientos adversos.

Medicina de precisión
La IA puede analizar datos específicos de los pacientes, como pueden

ser los perfiles genéticos, resultados de pruebas médicas, resultados de
laboratorio entre otros e identificar biomarcadores de respuesta,
subpoblaciones que condicionan la efectividad de las terapias, predecir
la respuesta de los medicamentos e identificar dianas moleculares e
interacciones40.

En el caso de lamonitorización farmacocinética demedicamentos, la
IA puede ayudar a complementar los sistemas tradicionales41 para
asistir en el proceso de la toma de decisiones (predicción
concentración/exposición y optimización de dosis), en el desarrollo de
modelos (selección de covariables, validación demodelos y clasificación
de pacientes) y en la dosificación de precisión (selección del modelo
más adecuado y estimación de parámetros).

El objetivo es elaborar planes de tratamientosmás precisos, predecir
la respuesta personalizada a fármacos y poder de estamanera optimizar
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la selección y dosificación de medicamentos, utilizando conocimientos
extraídos de grandes y complejos conjuntos de datos moleculares,
farmacocinéticos, epidemiológicos, clínicos y demográficos.

Seguridad clínica
Métodos como el DL permiten predecir las reacciones adversas a los

medicamentos con un buen rendimiento con AUC de aproximadamente
0,8542. Aunque, también es interesante descubrir reacciones
medicamentosas nuevas, estudiando la estructura química, el
mecanismo de acción y los efectos asociados a la polifarmacia43.

La IA puede analizar rápidamente los perfiles de los pacientes,
incluidos sus antecedentes médicos y los medicamentos que toman,
para detectar posibles interacciones entre los medicamentos44. De esta
manera es posible evitar combinaciones perjudiciales, garantizando la
seguridad del paciente.

El análisis predictivo basado en IA permite identificar a los pacientes
de alto riesgo, intervenir precozmente y optimizar las terapias,
mejorando en última instancia, la seguridad del paciente y reduciendo
los reingresos hospitalarios.

Atención farmacéutica no presencial

Seguimiento del paciente crónico
El uso de agentes conversacionales45 capaces de interactuar de

manera personalizada y contextualizada con los pacientes supone una
revolución en el seguimiento del paciente, pues combinada con otras
tecnologías aporta datos de salud de las personas (constantes,
resultados reportados por los pacientes, efectos adversos, etc.), útiles
para la toma de decisiones clínicas y farmacoterapéuticas.

La recopilación y análisis de datos de salud de los pacientes en
tiempo real facilitará una intervención proactiva, como ajustes en los
planes de tratamientos, ofrecer recomendaciones sobre el estilo de

vida, con el objetivo de gestionar eficazmente las enfermedades
crónicas.

Se ha demostrado que la IA es una herramienta útil en la
evaluación y optimización en la adherencia terapéutica de los
medicamentos46. Los sistemas de IA pueden actuar de coach, generar
recordatorios automáticos de la toma demedicación, enviar mensajes
de textos o voz y recabar los hábitos de vida, creencias y opiniones de
los pacientes.

El uso en este escenario pretende por un parte, facilitar y simplificar
el seguimiento del estado de salud de las personas; proveer información
en tiempo real y mejorar la adherencia y persistencia de los
medicamentos. Esto redundará en mejores resultados en la salud.

Selección de intervenciones farmacéuticas
La IA generativa tiene una gran utilidad en la atención farmacéutica

no presencial, ya que a partir de un conjunto de síntomas, información
sobre los medicamentos, historiales médicos y otros datos, la aplicación
de selección47 generará preguntas personalizadas basadas en IA.
Caracterizando mejor el problema y recomendando, según convenga,
acudir a un punto de atención, la modificación de una cita farmacéutica,
el envío de unmensaje personalizado o la necesidad de conectar con un
farmacéutico hospitalario, entre otras opciones.

En estas circunstancias será posible adoptar un enfoque proactivo,
de prevención y minimización de errores y eventos desfavorables.

Gestión , procesos y logística

Almacenamiento y distribución de medicamentos
El análisis de un gran conjunto de datos permitirá a los algoritmos

predecir la demanda de medicamentos, identificando las fechas de
caducidad y optimizando los niveles de existencias garantizando un
suministro adecuado de medicamentos, reducir el desperdicio y evitar

Figura 3. FarmacIA: beneficios de la inteligencia artificial en los servicios de farmacia.
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los desabastecimientos, mejorando así la eficiencia operativa y la
atención al paciente39.

El uso de la IA en la gestión de la FH reducirá la ineficiencia, liberando
tiempo al farmacéutico de hospital al realizar tareas de atención al
paciente y la toma de decisiones clínicas.

Sistemas de financiación y acuerdos sobre el pago de medicamentos
En la última década los sistemas de financiación y el pago de

medicamentos viven una transformación de las prácticas
tradicionales, basadas en costes fijos por unidades y reembolso
hacia modelos de contratos innovadores basados en resultados y
valor, es decir, pivotando el acuerdo en la consecución de un objetivo
terapéutico específico.

El PNL aplicado a las historias clínicas puede proporcionar
información precisa sobre el rendimiento de un determinado fármaco
o su efectividad-seguridad frente a otros competidores en el mundo
real. Además, el uso de la IA en el análisis de macrodatos puede ser
empleado para analizar el riesgo de un acuerdo o contrato48.

Recientemente se ha presentado el nuevo Centro de Inteligencia Ar-
tificial en Medicamentos (CIAM), una iniciativa pionera en Europa,
coordinada por el Consorcio de Salud y Social de Cataluña y desarrollada
por elDepartamentodeSalud, en colaboración con laAgenciadeCalidad
y Evaluación Sanitarias de Cataluña, la Fundación TIC Salud Social y el
Servicio Catalán de la Salud. El objetivo del CIAM es utilizar la IA para
optimizar los procesos relacionados con la efectividad y la seguridad
del paciente, así como con la sostenibilidad del sistema sanitario.

Educación y formación

Paciente
El diseño de agentes virtuales45 puede ofrecer información a los

pacientes, según sus demandas y necesidades informativas relacionadas
con los medicamentos. Esto les ayudará a tomar decisiones más
informadas sobre la gestión de su salud.

Las soluciones de IA pueden ser diseñadas para supervisar la
adherencia terapéutica, disminuir los tiempos de espera en la
dispensación de medicamentos, recabar hábitos y opiniones de los
pacientes y gestionar a distancia el régimen terapéutico con el objeto
de mejorar la experiencia y comodidad del paciente; empoderarlos en
la gestión de su salud y mejorar así los resultados en salud.

Por tanto, la comunicación entre farmacéutico-paciente será más
fluida, dispondremos de información valiosa sobre las preferencias,
preocupaciones y niveles de satisfacción lo que se traducirá en una
atención más personalizada y centrada en la persona.

Profesional de la salud
Las soluciones de IA generativa prometen ser de utilidad en el

proceso de investigación y publicación científica convirtiéndose en un
asistente en el proceso de lectura, redacción, análisis y corrección de
artículos científicos.

También es una vía de aplicación en la formación sanitaria
especializada como un vehículo para evaluar el progreso formativo en
tiempo real. De esta manera es posible identificar áreas de mejora,
recibir orientación, desarrollar planes de aprendizaje personalizados,
predecir el rendimiento futuro y detectar posibles problemas49.

Por lo que se ofrecerá una experiencia totalmente personalizada en
la educación, mejorando los resultados de los pacientes al dotar a los
profesionales sanitarios de mejores habilidades y conocimientos.

Investigación

Ensayos clínicos
La IA puede analizar grandes volúmenes de datos clínicos y de

investigación para identificar patrones, facilitar el reclutamiento de
pacientes y agilizar los procesos de los ensayos clínicos50.

Facilitará, por tanto, la identificación de posibles participantes en
estudios, el análisis de los resultados de los ensayos y contribuirá a las
prácticas basadas en la evidencia, haciendo avanzar la investigación
médica y fomentando la innovación.

Farmacoterapia y seguridad clínica
Métodos comoel DL se están aplicando para reutilizar fármacos51, ya

comercializados y buscar nuevos usos e indicaciones. Gracias al análisis
de perfiles genéticos, a la búsqueda de nuevas interacciones fármaco-
proteína o fármaco-receptor y al descubrimiento de mecanismos
moleculares entre otros.

Del mismo modo, el DL será de utilidad en la investigación sanitaria
para descubrir nuevos efectos adversos, interacciones farmacológicas,
así como identificar nuevos fenotipos y biomarcadores de respuesta.

A pesar de los potenciales beneficios, los casos de uso de la IA en los
SFH, en la actualidad son aún reducidos.

La mayor parte de ejemplos se concentran en sistemas de soporte
centrados en la revisión de las órdenes de prescripción y en la detección
y/o predicción de reacciones adversas medicamentosas52–59. En la
tabla 2 se pueden consultar 6 casos de uso reales con aplicabilidad a
los servicios de farmacia del hospital.

El farmacéutico de hospital con conocimientos de IA será un
profesional que aporte valor diferencial y aborde los retos desde una
nueva perspectiva innovadora:

- Identificar retos o problemas clínicos, logísticos y operativos cuya
solución pueda ser abordada por IA.

- Liderar el desarrollo y la validación clínica de los modelos de IA.
- Formar parte activa de equipos de investigación de IA en salud
- Intermediar y facilitar la comunicación entre otros clínicos y los
científicos de datos en proyectos de IA.

- Evaluación crítica de modelos, algoritmos y sistemas de IA
relacionados con medicamentos.

Conclusiones

La IA puede ser de gran ayuda para analizar grandes volúmenes de
datos y presentar resultados que respalden la toma de decisiones,
ahorren esfuerzo humano, tiempo y dinero y, por lo tanto, ayuden a
salvar vidas o mejorar la calidad de la misma.

La próxima generación en tecnología IA para la FH será la creación
de sistemas expertos para identificar y prevenir oportunamente
problemas relacionados con los medicamentos, basándose en los
datos de los pacientes incluidos en el sistema de farmacia y otros
sistemas de datos externos. En consonancia con la robotización y las
mejoras de los flujos de trabajo, esto posibilitará al farmacéutico el
asumir la responsabilidad de identificar problemas graves
relacionados con los medicamentos de manera más próxima al
paciente y al equipo asistencial.

La IA influirá intensamente en el cambio de enfoque de la FH en la
dispensación y gestión tradicional de medicamentos hacia la
prestación de una gama más amplia de servicios de atención y
cuidados al paciente.

Aunque los casos de uso de IA en FH aún son limitados, se espera que
esta tecnología juegue un papel cada vez más importante en la
optimización de la atención farmacéutica y la mejora de la seguridad y
eficiencia en los hospitales. Se necesitan más estudios y de mayor
calidad que examinen la utilidad de la IA para la FH y pueda convertirse
en una herramienta más en la panoplia de recursos de los servicios de
farmacia del hospital.

Responsabilidades éticas

Todos los autores aceptamos la responsabilidad definida por el
Comité Internacional de Editores de Revistas Médicas (disponible en
http://www.icmje.org/).
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Tabla 2

Ejemplos de usos de la inteligencia artificial en la farmacia hospitalaria

Caso

de uso

Rama IA Características Resultados Beneficios

Bu F et al.54 Sistema de

expertos

basados en

reglas

Objetivo: revisar las prescripciones médicas.

Diseño del modelo: se incluyeron las siguientes variables

que el modelo de IA tendría, en cuenta al revisar las

prescripciones:

• Característica de los medicamentos

• Protocolos

• Directrices clínicas

• Leyes y normativas

Modus operandi: existen 2 escenarios tras la revisión de la

IA:

• Prescripción inadecuada: sobredosis, interacción,

ausencia de indicación, vía de administración,

contraindicaciones, frecuencia de administración o

duplicidad

• Prescripción adecuada

Si la prescripción es etiquetada como adecuada, el

farmacéutico la revisaba antes de la dispensación

Si la prescripción es catalogada como inadecuada se

informaba al médico y al farmacéutico

La IA detectó como inadecuadas el 16,35% de las

prescripciones

• El 49% de estas prescripciones inadecuadas fue

modificada proactivamente por el médico

• El 51% de estas prescripciones inadecuadas, el

farmacéutico realizó la/las intervención/es

correspondientes

El farmacéutico no rechazó ninguna prescripción adecuada,

según la IA

Aumento en la

seguridad del paciente.

Optimización del flujo

de trabajo del

farmacéutico.

Optimización del

proceso de prescripción

por parte de los

médicos.

Impulsar la

farmacovigilancia

Knight T
closet al.55

ML:

aprendizaje

supervisado

Objetivo: detectar el consumo irregular o excesivo de

estupefacientes.

Diseño del modelo: se realizó una revisión de la literatura y

junto con la experiencia de los profesionales se incluyeron

los predictores relacionados con el desvío en el consumo de

estupefacientes como variables de entrada del modelo:

- Retraso en la administración

- Fallo en el registro de dosis administrada, no

consumida o devuelta

- Errores en la cadena de almacenamiento y custodia

- Prescripción incorrecta

- Medicación incorrecta

El modelo se entrenó de manera iterativa con datos de

casos históricos de 2 hospitales durante 12 meses.

Modus operandi: se comparó cuánto tiempo tardaba en

identificar el desvío en el consumo de estupefacientes el

modelo de aprendizaje supervisado vs. los métodos

existentes

Precisión: 93%

Especificidad 95,9%

Sensibilidad: 96,6%

El modelo detectó 22 incidentes identificados en 4

hospitales.

Es capaz de detectar un incidente con una media de 160

días y una mediana de 74 días más rápido

Mejorar la seguridad

del paciente.

Detectar el desvío de

medicamentos con

mayor rapidez y

ahorrar el esfuerzo del

personal en detectar

estos problemas

Van Laere S
et al.56

ML: random

forest

Objetivo: predecir el riesgo de prolongación del QTc y

alertar cuando ese riesgo aumenta.

Diseño del modelo: los algoritmos se entrenaron con un

conjunto de 512 datos y 102 de interacciones

medicamentosas que podían alargar el QTc.

Se utilizaron varios algoritmos para verificar el que

aportaba mayor rendimiento.

Modus operandi: compararon los métodos estadísticos

tradicionales vs. ML

El algoritmo que mayor rendimiento obtuvo fue el basado

en random forest:

Precisión: 82%

Especificidad: 88%

Exhaustividad: 76%

En cambio, los métodos como la regresión logística se

situaron en un valor del 62% de manera global

Optimización del flujo

de trabajo del

farmacéutico.

Mejorar la seguridad

del paciente.

Impulsar la

farmacovigilancia

Yaçın N
et al.57

ML: random

forest

Objetivo: predecir los errores de medicación en neonatos

en la UCI neonatal.

Diseño del modelo: realizaron un análisis univariante para

incluir las variables relevantes en el algoritmo:

-variables relacionadas con la farmacoterapia

- carga de trabajo del personal

- variables demográficas y clínicas

Modus operandi: se utilizaron varios métodos para diseñar

el algoritmo

se entrenó con datos históricos (dataset de entrenamiento)

para validar y evaluar su rendimiento

El algoritmo de ML identificó que las 2 variables más

importantes con relación de presentar un error de

medicación fueron: número total de fármacos y la

prescripción de fármacos antiinfecciosos.

El algoritmo de ML que mejor rindió fue el basado en

random forest, capaz de predecir con una alta precisión los

eventos adversos.

Los parámetros de rendimiento del modelo fueron:

Precisión: 92%

Exhaustividad: 92%

Especificidad: 92%

F1 score: 93%

AUROC: 92%

Mejorar la seguridad

del paciente.

Reduce la fatiga por

alertas en la

prescripción.

Impulsar la

farmacovigilancia

Zhao M
et al.58

ML: red

neuronal

Objetivo: monitorizar al paciente en su casa con el objeto

de saber si se administraba correctamente la insulina y/o

los inhaladores.

Diseño del modelo: se utilizó el método de redes

neuronales para enseñar al algoritmo a detectar cuando se

administraba correcta o incorrectamente un medicamento.

El algoritmo se entrenó con 47.788 ejemplos (positivos y

negativos).

Modus operandi: en la pared de la casa se instala un sensor

inalámbrico y las señales son analizadas por la IA. Capta la

ubicación, las acciones y los movimientos del paciente en la

administración de la medicación.

En caso de no ejecutar de forma adecuada al administrar se

recibirá una alerta

El modelo detecta con fiabilidad la aparición de errores en

la administración de la medicación

AUC para insulina: 0,967

AUC para inhaladores: 0,992

Conocer y mejorar la

adherencia a los

medicamentos
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